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Úvod

Spolehlivost je nedílnou a stále více akcentovanou sub-vlastností kvality. V oblasti
posuzování spolehlivosti, která je založena na studiu poruch a správné funkce, je
v případě mechaniky technických systémů jednou z důležitých pasáží část, která
se věnuje sledování technického stavu a jeho zhoršování - degradaci. Současné
systémy vykazují relativně vyšší úroveň spolehlivosti, proto je často obtížné získat
informaci o poruše. Z tohoto důvodu je studium degradace technických systémů
perspektivní a často jedinou variantou pro zjišťování technického stavu.

Za manifestaci degradace můžeme považovat různé jevy, kterými se studovaný
objekt projevuje. Degradaci a zhoršování technického stavu je možné sledovat
i měřit přímo, někdy nazýváno také jako destruktivní diagnostika a/nebo nepřímo,
tzv. diagnostika nedestruktivní. Z obou zmíněných přístupů získáváme poznatky
a zpravidla soubory dat, které mají různou kvalitu, různou informační bohatost
a obsahují různé časové identifikátory různé délky. Těmto informacím říkáme
diagnostický vektor.

Z pohledu provozu a rovněž spolehlivosti je sice přímá diagnostika možná, není
ale nejlepší variantou a také ne příliš často aplikovaným přístupem. Naproti tomu
diagnostika nepřímá je velmi perspektivní a více rozšiřovaná. Existuje mnoho
přístupů, které s provozními projevy strojů a procesů pracují, vyhodnocují je
a přizpůsobují jim další, navazující, procesy. Za mnohé můžeme jmenovat pro-
vozní projevy technických zařízení jako emise spalinová, vibrace, akustická emise,
tepelné záření, atd. Všechny tyto provozní projevy mají svoji hodnotu a nesou
určitou míru informací, mimo jiné také o stavu systému. V případě dostatečného
souboru dat – diagnostického vektoru – a při znalosti vhodných metod můžeme
tento diagnostický vektor studovat za účelem sledování technického stavu systému,
jeho změn, postupu degradace, zhoršování stavu až do okamžiku dosažení mezního
stavu.

V předložené dizertační práci se pomocí navržených a perspektivních metod
zabývám tímto aktuálním tématem – modelováním projevu, který bývá obvykle
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nazýván degradace a zhoršování technického stavu systému. Jedná se především
o pokročilé matematické metody:

� klasické statistiky pro stanovení ukazatelů spolehlivosti,

� modelování pomocí stochastických procesů se spojitým časem i diskrétním
časem pro zjišťování průběhu degradace,

� neparametrické metody odhadu parametrů pro využité stochastické procesy
pro lepší popis studovaných dat,

� soft metody typu fuzzy logika a neuronové sítě pro komplexnější popis
procesu degradace s využitím více nezávislých proměnných.

Přínosem k modelování degradace v rámci studia mechaniky technických
systémů jsou následující skutečnosti:

� Tyto navrhované a na praktických datech vyzkoušené metody doposud
nebyly v uvedené podobě ani rozsahu aplikovány.

� Potenciál metod byl vylepšen tím, že v případech stochastických procesů
byly pro popis degradace navrženy a využity přesnější procesy difuzního
typu a procesy stavových modelů Kalmanova rekursoru, přičemž navíc
odhady parametrů pro tyto procesy byly zcela nové s využitím „General
Addive Models“, semiparametrických, resp. neparametrických přístupů
např. jádrového vyhlazování. V případě časových řad byly zmodifikovány
obvyklé okrajové předpoklady stran typu rozdělení pravděpodobnosti a pro
navrhované nové typy dynamických lineárních modelů byly jako startovací
hodnoty využity výsledky ze statických lineárních modelů.

� V případě soft metod fuzzy logiky a neuronových sítí můžeme rovněž
konstatovat fakt, že rozsah a aplikace těchto metod doposud nebyla v praxi
realizována. V případě fuzzy logiky se jedná o modifikaci tzv. „Fuzzy
Inference System“, který je založen na určitých přístupech – zpravidla
Mamdani. V naší práci jsme využili přístupy jak Mamdani, tak pro porovnání
a v této konkrétní aplikaci nové Takagi-Sugeno a Sugeno.

� U neuronových sítí typu Multilayer perceptron a Radial Basis Function se
jedná o využití jejich potenciálu pro modelování komplexních a víceroz-
měrných dat z provozu – zde lze rovněž prokázat, že aplikace těchto metod
nebyla doposud na technické případy takového typu uskutečněna.

Zmíněné postupy studia degradace jsou založeny na publikovaných pracích autora,
z nichž některé vybrané tvoří stěžejní část práce [92, 93, 94, 95, 96, 97, 98].
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Kapitola 1

Základní koncepce
spolehlivosti a související
pojmy
z teorie pravděpodobnosti

V této kapitole bude stručně pojednáno o spolehlivosti a budou stručně shrnuty
základy teorie pravděpodobnosti používané právě ve spolehlivosti. Pro popis
matematické teorie existuje celá řada zdrojů s různou úrovní preciznosti a abstrakce.
Pro naše potřeby aplikovaného výzkumu bylo čerpáno především z [3], [58] a [91].
Některá tvrzení jsou zde pro ilustraci dokázána, jiná uvedena pouze s odkazem.
Celý text je však i s ohledem na určitou míru teoretického pojetí, hlavně ve svých
matematických pasážích, orientován výrazně na praktické potřeby spolehlivosti,
specificky na teorii a studium degradace.

1.1 Principy spolehlivosti v mechanice
technických systémů

Spolehlivost je součástí kvality, přičemž pro její stručné vymezení zde vycházíme
především z [40]. Pozice spolehlivosti a jejích komponent v rámci koncepce
kvality je přehledně znázorněna na obrázku 1.1.
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Obr. 1.1 : Vztah mezi kvalitou, spolehlivostí a jejími znaky

Pro účely této práce pracujeme s pojetím, které se týká technických systémů,
především ve vztahu k jejich mechanice provozu, údržby, hospodárnosti, efektiv-
nosti a bezpečnosti.

Spolehlivost je schopnost objektu fungovat tak, jak je požadováno, a tehdy,
když je to požadováno. Spolehlivost je tedy schopnost plnit požadavky a očekávání
týkající se objektu důsledně po celou dobu. Spolehlivost vytváří hodnotu v tom,
že si objekt uchovává charakteristiky výkonnosti, funguje, jak je požadováno,
a uspokojuje potřeby a očekávání zákazníka. Management spolehlivosti je klíčo-
vým prvkem širších systémů managementu organizace, zejména majetku, financí
a kvality. Management spolehlivosti zahrnuje plánování a používání organizačních
uspořádání, procesů a přidružených metod a technik s cílem dosáhnout výkonnosti
organizace a cílů produktu.

Spolehlivost je pojem používaný k popisu časově závislých charakteristik
souvisejících s funkčností objektu. Spolehlivost obsahuje charakteristiky, jako je
pohotovost, bezporuchovost, udržovatelnost a podporovatelnost v daných podmín-
kách používání, a obsahuje požadavky na zajištěnost údržby. Spolehlivost popisuje
rozsah, ve kterém můžeme něčemu důvěřovat, že se chová tak, jak se očekává.
Spolehlivost se zlepšuje systematickým snižováním četnosti výpadků, poruch
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produktu, pomalejší degradací, zmenšováním dob nepoužitelného stavu služby
a dalších nežádoucích událostí, a minimalizací jejich důsledků. Toho se dosahuje
zásahy, jako je zlepšení návrhu, odstranění kořenových příčin poruchy, zjednodu-
šení složitých procesů, zmírnění následků anomálií, podporování odolnosti proti
poruchovým stavům v návrhu a použitelnosti, prosazováním toho, aby se zabránilo
poruchovým stavům a aby se předcházelo chybám, řízením údržbářských činností
a vytvořením závazků s cílem vybudování důvěryhodnosti a integrity, aby byla
zajištěna důvěra uživatele během životního cyklu. Časné zohlednění spolehlivosti
během životního cyklu je klíčové, jelikož opravit návrh, který je příčinou nedo-
statečné spolehlivosti, bývá později často obtížnější, náročnější na čas a dražší.
Základní rozčlenění vztahů a požadavků na spolehlivost technického objektu je na
obrázku 1.2.

Obr. 1.2 : Vztah spolehlivosti k potřebám a požadavkům na objekt

Požadavky na spolehlivost jsou určovány na základě potřeb zúčastněných stran
a vycházejí z omezení, jako jsou především podmínky použití, zdroje a legislativa.
Zahrnují funkční požadavky, které stanovují, co je požadováno, aby objekt vyko-
nával, a mimofunkční požadavky, které specifikují dodatečné atributy – například
prostředí. Příklady funkčních požadavků jsou kapacita a výstupní výkon a příklady
mimofunkčních požadavků jsou bezpečnost, environmentální udržitelnost a účin-
nost. Požadavky na spolehlivost, které určují časově závislou schopnost dosáhnout
spolehlivosti v těchto požadavcích, sestávají z charakteristik, jako je bezporu-
chovost, pohotovost, udržovatelnost a podporovatelnost. Funkční a mimofunkční
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požadavky a požadavky na spolehlivost spolu vzájemně souvisejí. Požadavek na
spolehlivost může existovat pouze tehdy, existuje-li funkční nebo mimofunkční
požadavek, který je třeba uspokojit. Mezi žádoucími požadavky mohou být kon-
kurenční cíle, jako je bezpečnost nebo výroba a spolehlivost, a proto je nezbytná
optimalizace nákladů a přínosů. Mohou se rovněž vyskytnout omezení týkající
se nákladů, pohotovosti součástí objektu nebo zdrojů, nebo pevně stanovených
časových os, které mohou způsobit kompromis mezi funkčností a spolehlivostí.

Vnímání schopnosti fungovat tak, jak je požadováno, a tehdy, když je to po-
žadováno, se pro různé zúčastněné strany i posuzované objekty různí. Uživatelé,
poskytovatelé, provozovatelé, správci a další, kdo interagují s objektem, mohou mít
vzájemně se překrývající požadavky na spolehlivost, ale s různými aplikačními cíli
a různými očekáváními co se týče používání. To může vést k odlišnému vnímání
spolehlivosti, které by bylo nutné posoudit při stanovování požadavků. Spoleh-
livost zahrnuje objektivně měřitelné charakteristiky, jako jsou bezporuchovost,
pohotovost a udržovatelnost, a subjektivnější názory na důvěryhodnost vztahující
se k funkcím požadovaným určitými zúčastněnými stranami. Základním fakto-
rem při vymezování požadavků je schopnost měřit dosažení výkonnostních cílů.
Spolehlivost zahrnuje jak schopnost splnit funkční a mimofunkční požadavky za
normálních a očekávaných podmínek, tak schopnost se přizpůsobit neočekávaným
změnám v požadavcích, předpokladech a okolnostech s cílem zotavit se z vnějších
poruch systému.

1.2 Rámec teorie pravděpodobnosti ve vztahu
ke spolehlivosti

Pro potřeby této práce a z důvodu souvislosti se spolehlivostí dále uvádíme některé
základní pojmy, které mají v oblasti aplikované matematiky své místo. Například
jako elementární nebo náhodný jev – událost je ve spolehlivosti chápána porucha.
Jiným příkladem může být náhodný pokus – ve spolehlivosti například provoz,
atd. V tomto duchu předpokládáme, že čtenář bude na následující pasáže nahlížet
a vnímat v kontextu spolehlivosti tak, jak definována v [40] a [41].

Není-li výsledek nějakého pokusu nebo děje jednoznačně určen podmínkami,
za nichž se odehrává, můžeme různé možné výsledky považovat za elementární
jevy. Označujeme je symbolem ! s případnými indexy. Množinu všech elemen-
tárních jevů značíme jako� a nazýváme ji prostor elementárních jevů. Nechť je
na prostoru� dána � -algebra F jeho podmnožin. Tyto podmnožiny se nazývají
náhodné jevy. Jednotlivým množinám patřícím do F se pak připisuje pravdě-
podobnost pomocí pravděpodobnostní míry P . Trojice .�;F ; P / se nazývá
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pravděpodobnostní prostor.
Nechť R je reálná přímka a B systém borelovských množin. Nechť X.!/

je měřitelná funkce z .�;F ; P / do .R;B/. Pak se X.!/ nazývá náhodná ve-
ličina a značí se stručně X . Náhodnou veličinu nazýváme nezápornou, pokud
X = 0. Každé borelovské množině B 2 B lze přiřadit její vzor X�1.B/ D
D ¹! 2 � W X.!/ 2 Bº a pravděpodobnostní míru Q.B/ D P ¹X�1.B/º.
Míra Q se nazývá indukovaná míra (je indukovaná funkcí X ) nebo také zákon
rozdělení náhodné věličiny X , stručně jen rozdělení.

V teorii spolehlivosti se často setkáváme s nezápornými náhodnými veličinami
a jejich rozděleními pravděpodobnosti, které popisují například dobu do poruchy,
proces degradace apod.

V teorii spolehlivosti se využívají ještě některé specifické funkce náhodné
veličiny, které budou popsány dále. Náhodná veličina zde obvykle značí délku doby
do poruchy, životnost součástky, průběh degradace zařízení apod. Při sestavení této
kapitoly byly využity především publikace [4]–[9], [27], [28], [42], [61], [80]–[83],
[108]–[110].

Definice 1.1. Nechť F.x/ je distribuční funkce spojité nezáporné náhodné veli-
činy X a nechť f .x/ je její hustotou pravděpodobnosti. Potom funkce intenzity
poruchy, �.x/, pro náhodnou veličinu X je definována vztahem

�.x/ D
f .x/

1 � F.x/
: (1.1)

Poznámka 1.2. Funkce přežití (jak byla uvedena v definici [91, s. 2]) je v teorii
spolehlivosti rovněž nazýván jako funkce pravděpodobnosti bezporuchového
provozu v časovém okamžiku x (označována R.x/ nebo F .x/).

Výraz �.x/ dx vyjadřuje pravděpodobnost, že se zařízení v časovém oka-
mžiku x porouchá v intervalu .x; x C dx/, za podmínky, že se do okamžiku x
neporouchalo. Můžeme rovněž psát

�.x/ D lim
�x!0

�
P ¹zařízení se porouchá v intervalu.x; x C�x/jdosáhlo bez poruchy až do xº

�x

�
:

Definice 1.3. Funkce

ƒ.t/ D

Z t

0

�.s/ ds (1.2)

se nazývá kumulativní funkce intenzity poruchy.
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Ze vztahu (1.1) vyplývá, že �.t/ D � d
dt F .t/

F .t/
. Z toho plyne, že ƒ.t/ D �

�logF .t/. Odtud vidíme, že

F .t/ D exp
�
�

Z t

0

�.s/ ds
�
D expŒ�ƒ.t/�: (1.3)

Definice 1.4. Pro diskrétní náhodnou veličinu s rozdělením ¹pkº1kD0 je funkce
intenzity poruchy dána vztahem

�.k/ D
pk
1P
jDk

pj

; k D 0; 1; : : : (1.4)

V tomto případě je �.k/ 5 1.

Na základě průběhu a tvaru funkce �.x/ můžeme rozlišit tři základní typy
vzniklých poruch.

� Porucha v záběhu – taková, která se projeví krátce po okamžiku x D
D 0. Funkce intenzity postupně klesá během počátečního období provozu.
Příčinou tohoto typu poruch jsou skryté vady a systematické poruchy.

� Porucha v provozu – taková, která většinou nastává v období vlastního
provozu, kdy zařízení pracuje s konstantní funkcí intenzity poruchy (navíc
je hodnota funkce intenzity zpravidla nižší než v počáteční fázi provozu).
Příčinou tohoto typu poruch je obvykle nepředvídatelný vliv provozu.

� Porucha vlivem opotřebení/porucha dožitím – taková, která je spojována
s postupnou degradací, oslabováním materiálu, nebo kumulací rázů, únavy
apod. Funkce intenzity je rostoucí.

Na obrázku 1.3 je uvedena funkce intenzity poruchy pro zařízení, které podléhá
všem třem základním typům poruch. Průběh funkce intenzity poruchy bývá v ta-
kovém případě označován jako vanová křivka.

V teorii spolehlivosti je obvyklé používat funkci intenzity poruchy pro odvo-
zení rozdělení doby do výskytu poruchy. Kromě gama rozdělení se využívá také
Weibullovo rozdělení, exponenciální rozdělení, inverzní Gaussovo rozdělení nebo
Gumbelovo rozdělení extrémních hodnot aj. (viz např. [58, s. 127–132]). Těmto
typům rozdělení odpovídají funkce intenzit poruchy, které uvádíme v následujícím
přehledu.

9



Obr. 1.3 : Vanová křivka intenzit poruch �.x/ dle konceptu vztahu (1.1)

� Exponenciální rozdělení (zajímavostí s využitím [3, s. 13] a (1.1) je, že):

�.x/ D �; x = 0: (1.5)

� Gama rozdělení (pro všechny hodnoty parametru p funkce intenzity kon-
verguje k 1, pro hodnotu p D 1 přechází na exponenciální tvar):

�.x/ D
xp�1e�x

�.p/ � ��x .p/
; x = 0; p > 0; (1.6)

kde ��x D
R x
0
xp�1e�x dx je částečná gama funkce.

� Weibullovo rozdělení (je pomocí takového průběhu intenzity možné popi-
sovat degradaci objektu a pro p D 1 přechází na exponenciální tvar):

�.x/ D p x.p�1/; x = 0; p > 0: (1.7)

� Inverzní Gaussovo rozdělení:

�.x/ D

�
�

2 x3

� 1
2 exp

h
�
�.x��/2

2�2x

i
ˆ

�
�

q
�
x

�
x
�
� 1

��
� exp

�
2�
�

�
ˆ

�
�

q
�
x

�
�
x
C 1

�� ; x = 0:

(1.8)

� Gumbelovo rozdělení minimálních extrémních hodnot:

�.x/ D ex ; x 2 R: (1.9)

Gumbelovo rozdělení maximálních extrémních hodnot:

�.x/ D
e�x

ee�x
� 1

; x 2 R: (1.10)
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� Normální rozdělení:

�.x/ D
'.x/

ˆ.�x/
: (1.11)

Příklady funkcí intenzit poruchy pro Weibullovo rozdělení z výrazu (1.7)
s různými parametryp, pro Gumbelovo rozdělení extrémních hodnot z výrazu (1.9)
a pro gama rozdělení z výrazu (1.6) s různými parametry p jsou uvedeny na
obrázku 1.4, obrázku 1.5, resp. obrázku 1.6.
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Obr. 1.4 : Příklady funkcí intenzit poruch �.x/ pro různé hodnoty
parametru p Weibullova rozdělení
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Obr. 1.6 : Příklady funkcí intenzit poruch �.x/ pro některé hodnoty
parametru p gama rozdělení

Odhady ukazatelů spolehlivosti je možné provádět i neparametricky. Nejčas-
těji využívaným neparametrickým odhadem funkce přežití je Kaplanův-Meierův
odhad, pojmenovaný po Edwardu L. Kaplanovi a Paulu Meierovi (viz [44]). Tento
odhad je založen na využití empirické distribuční funkce pro neúplná, a to zprava
cenzorovaná data.

Nejjednodušší interpretace cenzorání je případ, kdy není známý přesný čas
výskytu poruchy, ale jen to, že událost nastala či nenastala od posledního pozoro-
vání. Tento jev je nazýván cenzorováním zprava.

Nechť T je nezáporná náhodná veličina popisující čas selhání aC je nezáporná
náhodná veličina popisující dobu pozorování. Pak náhodnou veličinu

X D min.T; C /; X = 0

nazveme cenzorovaný čas selhaní a

ı D I.T 5 C/

nazveme indikátor selhání.
Nechť t1 < t2 < � � � < tk značí skutečně pozorované doby selhání získané

z datového souboru rozsahu n. Tyto doby selhání definují k C 1 intervalů

Œ0; t1/; Œt1; t2/; : : : ; Œtk ;1/:

Označme symbolem dj počet případů, kdy došlo k selhání v čase tj (j D
D 1; : : : ; k), symbolemmj počet pozorování cenzorovaných v intervalu Œtj ; tjC1/
(j D 0; 1; : : : ; k) a symbolem nj počet subjektů těsně před časem tj , u kterých
ještě selhání nenastalo, neboli počet těch subjektů, kteří před časem tj jsou stále
v riziku, tj.

nj D .mj C dj /C � � � C .mk C dk/:
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Pak Kaplanův–Meierův neparametrický odhad funkce přežití je dán vztahem

bSKM .t/ D Y
i W ti 5t

�
1 �

di

ni

�
Odhad rozptylu Kaplanova-Meierova odhadu funkce přežití je roven

cVarŒbSKM .t/� D ŒbSKM .t/�2b�2S .t/ D ŒbSKM .t/�2 X
i W ti 5t

di

ni .ni � di /

a je známý též pod názvem Greenwoodova formule. Tento odhad slouží ke kon-
strukci příslušných intervalů spolehlivosti.

Ačkoliv jsou rozsáhlejší a ucelenější příklady praktických aplikací na konkrét-
ních technických problémech dostupné v připojených článcích, pro ilustraci zde
uvádím některé možnosti odhadu parametrů rozdělení pravděpodobnosti použí-
vaných ve spolehlivosti, viz obrázek 1.7 a také jejich průběhů, viz obrázek 1.8,
společně s distrubučními funkcemi, viz obrázek 1.9, funkcemi intenzit poruch,
viz obrázek 1.10 a funkcemi přežití odhadnutými pro typická rozdělení paramet-
ricky i neparametrickým odhadem – Kaplanův-Meierův odhad, viz obrázek 1.11
a 1.12. Zdrojová data, na kterých byly tyto odhady provedeny jsou v souladu
s článkem [92].
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Obr. 1.7 : Příklady odhadů parametrů rozdělení pomocí logaritmické funkce věro-
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Obr. 1.8 : Příklady odhadů hustot pravděpodobností
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Obr. 1.9 : Příklady odhadů distribučních funkcí
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Obr. 1.10: Příklady odhadů funkcí intenzit poruchy
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Obr. 1.11: Příklady odhadů funkcí přežití parametrickým způsobem
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Kapitola 2

Praktická realizace
navrhovaných
modelů pro studium
degradace

V této části jsou stručně popsány publikované články, kterými autor demonstruje
využitelnost výše navrhovaných přístupů pro studium degradace a dosažení kritické
meze. Tyto články nejenom že reprezentují praktickou využitelnost navrhovaných
postupů, ale rovněž podporují klíčovou myšlenku, jež tvoří cíl této práce, ve smyslu
navržení perspektivních nástrojů a modelů pro studium a posuzování degradace
v rámci mechaniky technických systémů.

Jak již bylo výše uvedeno, prezentované, navrhované a perspektivní modely
jsou tzv. datově orientované. To znamená, že na reálná data se snaží pohlížet
z perspektivy hledání vhodného matematického modelu, který by proces, vývoj
a meze degradace, vznik mezního stavu a příchod poruch co nejlépe popisoval.
Pokud to bylo s ohledem na důvěrnost informací možné, je v každém článku
uveden alespoň malý příklad skutečně analyzovaných dat.

Články jsou záměrně seřazeny tak, že postupně naplňují předchozí pasáže
práce v posloupnosti, jak je strukturována. Čili od klasických – parametrických
odhadů, přes neparametrické, ukazatelů spolehlivosti, přes degradační procesy
a modely jak s diskrétním, tak se spojitým časem – včetně různých podob odhadu
parametrů pro tyto modely, až po speciální soft metody z oblasti fuzzy logiky
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a neuronových sítí.
Prvním článkem [92] autoři představují několik přístupů pro studium bez-

poruchovosti a posuzování degradace technického objektu. Jedná se o platinový
termosnímač Pt-100, který nachází uplatnění v mnoha technických aplikacích. Na
autory se přímo obrátil přední světový výrobce velmi kvalitních snímačů Pt-100
s požadavkem stanovení základních ukazatelů spolehlivosti. V tomto článku jsou
prezentovány výsledky poměrně dlouhé zrychlené životnostní zkoušky Pt-100.
Zrychlená zkouška měla formát .n;N; t/, což znamená, že do zkoušky bylo vlo-
ženo n zkoušených objektů, po vzniku poruše na nich nebyly ani opravovány
ani nahrazovány (N ) a zkouška byla ukončena po stanoveném čase (t ). Formát
zkoušky vypadal tak, že zkouška probíhala v mezních hodnotách provozního roz-
sahu Pt-100 od -50 ıC do +180 ıC a trvala více než 10 měsíců. Data o provozu
Pt-100 byla zaznamenávána po celou dobu zkoušky v intervalech 120 [s]. Záměrem
bylo odhadnout ukazatele bezporuchovosti Pt-100, vyhodnotit průběh degradace
a případně odhadnout očekávané provozní charakteristiky Pt-100.

Základní zpracování provozních dat vyžadovalo vyfiltrování chybějících údajů
v těch případech, kdy u Pt-100 docházelo vlivem postupné degradace k výpadkům.
Dále byla data zpracovávána klasickým parametrickým způsobem za účelem od-
hadu základních ukazatelů bezporuchovosti jako jsou například rozdělení hustoty
pravděpodobnosti, distribuční funkce nebo funkce intenzity poruchy včetně bodo-
vých a intervalové odhadů pravděpodobnosti poruchy, střední doby do poruchy,
atd. Tyto výsledky byly za pomocí testů dobré shody, resp. odhadu maximální
věrohodnosti a kritérií AIC (Akaike Information Criterion) and BIC (Bayesian
Information Criterion) srovnány s typickými parametrickými rozděleními, jež jsou
ve spolehlivosti používána a popsána v kapitole 1.

V tomto případě je ovšem nutné si povšimnout, že výpočet odhadu funkce pře-
žití však byl proveden neparametrickým přístupem tak, jak je uvedeno v kapitole 1.
Tyto přístupy mají díky své přednosti stran ne nutného stanovení předpokládaných
parametrů odhadovaného rozdělení, možnost pracovat s takto ne příliš příznivou
podobou reálných-experimentálních dat. Díky svým přednostem nacházejí po-
stupně neparametrické nástroje odhadů ukazatelů spolehlivosti stále více uplatnění
v praxi. Dostávají se příkladně i do mezinárodních norem, které problematiku spo-
lehlivosti pokrývají. O tuto skutečnost, a sice uplatňování nových a perspektivních
přístupů v oblasti posuzování spolehlivosti v mezinárodní normalizaci, se zasazuje
i autor této práce.

Druhý článek [93] představuje možnosti pro studium degradace a vzniku tzv.
soft poruchy u superkapacitorů. Superkapacitory jsou velmi perspektivní objekty
pro akumulaci elektrické energie, které mají mnohé přednosti a jejich reálné tech-
nické aplikace se postupně rozšiřují. Analyzovaná data použitá v tomto přístupu
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mají původ ve zrychlené zkoušce bezporuchovosti uvedeného objektu. Zkouška
byla opět prováděna autory a měla dlouhodobější, několikaměsíční, trvání. Mož-
nosti autorů stran počtu zařazených objektů do zkoušky a doby vyčleněné pro
zkoušku však byly i přesto velmi omezené. Nicméně zaznamenaná data představo-
vala dostatečný potenciál pro uplatnění některých typů navržených matematických
modelů pro studium degradace. Superkapacitory byly s ohledem na jejich před-
pokládané použití zkoušeny v prostředí o teplotách �42 ıC, C25 ıC a C40 ıC
s vlivy úrovní nabíjecích a vybíjecích proudů 2 A, 4 A, 6 A a 8 A.

Představené přístupy v této publikaci jsou založeny na modelování degradace
a doby prvního dosažení – vznik soft poruchy. Pro modelování změn funkčních
charakteristik superkapacitoru (především snižování kapacity v čase, dále časové
změny v nabíjení a vybíjení) byly využity přístupy jak lineárního regresního mo-
delu, tak difuzního procesu Wienerova typu s driftem. Základní lineární model
byl využit jak ke obecnému odhadu rozdělení hustoty pravděpodobnosti doby
prvního dosažení kritického prahu – a to pomocí využití jednotlivých kvantilů kon-
fidenčních intervalů kolem střední hodnoty, tak ke stanovení parametrů difuzního
procesu. Pro rozdělení pravděpodobnosti doby prvního dosažení jsou využity jak
parametrické, tak neparametrické odhady - ve druhém případě jádrové vyhlazování.
Pro stanovení míry shody odhadované hustoty pravděpodobnosti doby prvního
dosažení a standardních parametrických rozdělení byla v tomto případě využita
Kullbackova–Leibrerova divergence.

Na základě v tomto článku dosažených výsledků je možné sledovat a optima-
lizovat provoz těchto druhů technických objektů nejenom v obecných aplikacích,
ale rovněž v těch, které jsou významně zatíženy bezpečnostním rizikem. To je uži-
tečné především tam, kde se předpokládá, že superkapacitory budou plnit určitou
formu zálohy pro rychlé akumulování nebo vydávání energie. Příkladem takových
systémů mohou být dopravní, bezpečnostní nebo zdravotní systémy.

Ve třetím článku [94] autoři představují více forem z navrhovaných nových
přístupů pro posuzování nepřímých diagnostických ukazatelů. Jedná se o provozní
data sledovaného objektu, jejichž záznamy jsou delší než 15 let. Diagnostickým
vektorem je v tomto případě tribodiagnostická informace z olejových dat. Diagnos-
tický vektor má více než 30 položek. Prvotní průzkumová analýza dat zahrnuje
rozdělení dat z diagnostického vektoru do tří základních skupin, které reprezentují
oblasti vztažené ke sledovanému objektu. První z nich je oblast opotřebení, druhou
oblastí je fyzikálně-chemická kvalita oleje a třetí je prostředí – jak vnější, tak
provozní. Každá z těchto oblastí je v oleji reprezentována určitými specifickými
prvky, které jsou pro nás závislými veličinami, jež jsou vždy závislé na veličinách
nezávislých a sice provozní, resp. astronomická doba v určité podobě. Autoři
proto zvolili dva přístupy a to analýzu hlavních komponent a faktorovou analýzu
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k tomu, aby z každé uvedené skupiny vybrali nejvýznamnějšího zástupce, který
ji reprezentuje. Dalším krokem byla segmentace dat na úseky, které reprezentují
provozní období mezi výměnami oleje. Za dobu sledování populace objektů byly
jednotlivé objekty provozovány nerovnoměrně a rovněž výměny olejů byly pro-
váděny nerovnoměrně. Nicméně se podařilo díky segmentaci sesouladit počátek
provozu každého objektu na novou olejovou náplň.

Část matematického modelování průběhu degradace, která je reprezentována
v podobě vzrůstajícího nebo naopak klesajícího trendu koncentrací jednotlivých
olejových částic, je zaměřena na využití zobecněných aditivních modelů, které
slouží k funkcionálnímu popisu trendu v datech. Jsou velmi vhodné tam, kde
data jsou tzv. řídká a tudíž mají nekompletní strukturu. Střední hodnota – trend,
stanovený pomocí tohoto funkcionálního přístupu, byl použit jako jeden z para-
metrů do dále aplikovaných difuzních modelů typu Ornstein–Uhlenbeck. Difuzní
konstanta byla odhadnuta pomocí metody Restricted Maximum Likelihood Esti-
mation – REML. Cílem tedy bylo pomocí trajektorií navrženého difuzního modelu
simulovat vývoj degradace charakterizovaný změnami koncentrací zmíněných
olejových částic a to až do okamžiku dosažení jejich kritických koncentrací. Tento
moment nazýváme jako doba prvního dosažení First Hitting Time (FHT). Při
opakování simulací ve vysokém počtu vytvářených trajektorií získáváme množinu
okamžiků, kdy trajektorie protne kritickou mez. Z této množiny sestavujeme histo-
gram rozdělení dob prvního dosažení a pro něj poté hledáme jak parametrickými,
tak neparametrickými přístupy vhodná rozdělení hustoty pravděpodobnosti doby
prvního dosažení. Na základě statistik rozdělení poté odhadujeme a predikujeme
okamžik výskytu soft, resp. hard, poruchy. Jsou odhadovány rovněž další funkce
pro FHT jako například distribuční funkce a funkce přežití pro předpokládané
kritické meze koncentrací částic v oleji.

Čtvrtý článek [95] přináší výsledky studia zhoršování stavu a degradace funkce
baterie typu Li-ION. Tyto akumulátory energie jsou pro svou cenu i technické
parametry v současnosti velmi rozšířené. Příklady použití mohou být mobilní
telefony, power banky, akumulátory u téměř většiny notebooků, tabletů, čteček,
apod. Také zde autoři pracují s reálnými daty, která byla získána během zrychlené
zkoušky bezporuchovosti uvedeného akumulátoru. Zrychlená klimatická zkouška
probíhala v mezních oblastech předpokládaného typického provozu akumulátoru
a sice �10 ıC,C10 ıC aC25 ıC s vlivy úrovní typických nabíjecích a vybíjecích
proudů 1 A a a 2 A. Rovněž v tomto případě měli autoři omezený prostor stran
vložení počtu studovaných objektů do zkoušky a stran doby na zkoušku. Nicméně
získaná data umožňují kvalitativně solidní zpracování a interpretaci výsledků.

V tomto případě autoři předpokládají dvoustavový model chování a fungování
zmiňované Li-ION baterie v opakovaných cyklech až do okamžiku dosažení mez-
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ního funkčního stavu akumulátoru, kdy dochází k jeho skokové degradaci. Pokles
kapacity akumulátoru byl nejprve modelován pomocí nelineární funkce a parame-
try této funkce byly následně využity jako vstup do difuzního modelu pro parametr
�t , přičemž difuzní konstanta � byla odhadnuta pomocí Stone-Weierstrassovy
věty. Následně bylo chování akumulátoru simulováno tak, že pomocí simulace bylo
generováno velké množství trajektorií, které dosahovaly kritické meze. Okamžiky
průniku trajektorií kritickou mezí byly zaznamenávány a později z nich byl sestaven
histogram. Pro něj byly parametrickým a neparametrickým způsobem odhado-
vány hustoty pravděpodobnosti doby prvního dosažení společně se základními
statistikami. Na základě těchto výsledků byl pro různé úrovně teplot a nabíje-
cích/vybíjecích proudů získána oblast tzv. největší hustoty pravděpodobnosti pro
předpokládané chování – doby zaručované funkce uvedeného akumulátoru ve
specifikovaných provozních podmínkách. Proto jsou dosažené výsledky velmi
hodnotné, neboť od výrobce těchto zdrojů energie, ani při zakoupení přístroje, kde
je uvedený typ akumulátoru aplikován, je velmi obtížné nějaké konkrétní hodnoty
provozní degradace získat.

V pátém článku [96] autoři pracují s daty o poruchách distribuční soustavy
vody v regionu, který zásobuje vodou více než pět milionů obyvatel. Jedná se o sku-
tečná provozní data, která byla zaznamenána po dobu více než 17 let. V záznamech
se nacházejí pouze informace o počtu poruch vzniklých na daném vodovodním
systému v jednotlivém měsíci v roce. Nejsou však k dispozici žádné další podrob-
nosti ani o příčině poruchy, o jejím mechanismu, důsledku ani o obnově. Data,
ačkoliv jsou opticky velmi početná, jsou vlastně dosti omezená. Nicméně i přes
tyto skutečnosti autoři aplikují jak tradiční, tak nově vytvořené matematické ná-
stroje pro analýzu funkce bezporuchovosti, pro studium průběhu degradace a navíc
prognózu stavu do budoucna.

Pro odfiltrování vlivu rozdílnosti dnů v jednotlivých měsících jsou informace
o poruchách přepočítány na vztažený ukazatel ROCOF (Rate of Occurrence of
Failure), se kterým pracujeme dál. A navíc jsme chtěli minimalizovat chyb v datech
tím, že pracujeme s jednotlivými kvartály. Pro ROCOF je pomocí neparametric-
kých nástrojů (funkce loess a kubický splajn) odhadnut trend, korelace v datech
a případný vliv sezónnosti. V dalším kroku jsou pro studium a popis ROCOF apli-
kovány známé a standardní zobecněné nástroje používané pro modelování časových
řad – tzv. state space modely, tzv. dynamické lineární modely, jako jsou Local
Linear Model (LLM), Local Linear Trend (LLT) nebo Basic Structural Model
(BSM). Nicméně byly vytvořeny i modely nové, založené na tzv.Generalised Dy-
namic Linear Models (GDLM) gaussovského a poissonovského typu (GDLM-G)
a (GDLM-P), kdy oba typy, zdánlivě rozdílných forem Kalmanova rekurzoru, je
možné vyjádřit s pomocí tzv. linkovací funkce. Pomocí Kalmanova filtru, smoo-
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theru a prediktoru byly modelovány zjevné změny ve vlastnostech ROCOF u studo-
vané distribuční sítě vody. Významný je fakt, že pro všechny zmíněné komponenty
bylo možné sledoval vliv sezónnosti a to i v případě prediktoru. Navíc byly pro uve-
denou distribuční soustavu pomocí mocninového zákona a log-lineárního modelu
provedeny parametrické i neparametrické odhady funkcí hustot pravděpodobností
poruchy. O to více je daný výsledek, s ohledem na potenciál predikce poruchy
hodnotný, neboť ve vztahu k technickému systému posiluje jak studium a bodové
i intervalové odhady ukazatelů bezporuchovosti u dané soustavy, tak možnosti
předpovědí chování soustavy, plus rozšiřuje obecný potenciál pro krizové řízení
a havarijní plánování v daném regionu.

Šestým článkem [97] autoři posouvají možnosti posuzování, modelování a stu-
dia degradace ještě kvalitativně dále. Tímto a následujícím článkem se totiž do-
stáváme do oblastí tzv. soft (matematických) metod. V případě této aplikace je
využíván jeden segment z teorie fuzzy logiky, který se nazývá Fuzzy Inference Sys-
tem (FIS). Pro studium degaradce technického systému jsou využita diagnostická
data, přičemž se jedná o aktualizovaný diagnostický vektor z tribodiagnostických
olejových dat.

Již v úvodu článku je zmíněno, že nezávislých veličin v tomto případě máme
více. Kromě astronomického času [den] pracujeme ještě s časem provozním –
motohodina [Mh]. Rovněž v zaznamenaném diagnostickém vektoru jsou informace
vždy závislé na obou nezávislých veličinách. Přednost přístupu FIS spočívá ve
skutečnosti, že díky tomu, že pracuje s jazykovými proměnnými, je s to akceptovat
určitou vágnost, nejistotu a neurčitost v datech, která je vždy inherentně přítomna.
Navíc je schopen početně i graficky pracovat s dvojrozměrnou závislostí, která je
právě ve studovaných závislých veličinách přítomna.

V tomto případě aplikace FIS pracujeme s výše popsanými formami Takagi–
Sugeno a Mamdani, kterými jsou popisovány vstupní, ladicí a výstupní informace
vztažené k analyzovaným datům. Výsledky viditelné na datech jasně ukazují
v jakém způsobu nástroje FIS shlukují zaznamenaná data a jak je z těchto segmentů
možné vytvořit celou plochu. Tato plocha je vlastně obrazem jedné studované
veličiny (příkladně částice Fe, Pb. nebo saze), jejíž velikost koncentrace je závislá
jak na kalendářním, tak provozním čase. Přístup FIS je výhodnější než například
klasické parametrické dvojrozměrné regresní plochy, ačkoliv i těmi jsme se ve
svých pracech zabývali, z tho důvodu, neboť výsledek, klidně i vizualizovaný ve
formě FIS plochy více přiléhá skutečným naměřeným datům z provozu, jež jsou
představována diagnostickým vektorem.

Finálně, jelikož máme k dispozici kritické hodnoty koncentrací pro jednotlivé
studované částice, provádíme řezy vytvořenými FIS plochami v rovině kritické
koncentrace. Tímto způsobem získáváme jakousi hranu řezu–konturu, která re-
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prezentuje dosažení kritické koncentrace studované částice po určitém provozním
[Mh] nebo kalendářním [den] čase. Díky tomuto výsledku je možné předpovídat
vývoj degradace jak mazacího média, tak hlavně systému, ve kterém je umís-
těn. Což je právě velmi výhodné pro optimalizaci provozu, efektivnost údržby
a racionalizaci nákladů životního cyklu.

V sedmém článku [98] je na aktualizovaných datech, podobných jako v pře-
dešlém případě, aplikován postup, který je další metodu tzv. soft přístupu, jež je
založen na neuronových sítích (NN). Podobně jako v předchozím případě jsou NN
sto snadněji pracovat s veličinami, které jsou zatíženy určitou jak mírou nejistoty,
neurčitosti a vágnosti, tak poskytují potenciál pro studium určité veličiny závislé
na dvou a více nezávislých veličinách. V tomto případě tedy opět aplikujeme na tri-
bodiagnostická olejová data, kdy jsou míry jednotlivých studovaných koncentrací
závislé jak na kalendářním čase [den], tak na provozním čase [Mh].

Výsledky, podobně jako v předešlém případě, poskytují možnost dvojrozměrně
studovat dosažení kritické hodnoty koncentrace určité olejové částice v závislosti
na provozním [Mh] i kalendářním [den] čase. Pro praktické potřeby je takový
přístup velmi hodnotný, neboť opět můžeme provádět odhady vzniku soft a později
i hard poruchy.
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Závěr

Cílem práce je přinést přehled o nových, perspektivních a inspirativních přístupech,
které lze v oblasti aplikované matematiky úspěšně využívat při posuzování spoleh-
livosti technických systémů. Jedná se především o možnosti odhadování a studia
degradace, neboť zvyšující se kvalita u technických systémů přináší i obecně sni-
žující se trend ve výskytu poruch. Klasické přístupy, tzv. tvrdé matematiky a to
především teorie pravděpodobnosti a statistiky, jsou postupně doplňovány o pří-
stupy novější – neparametrické, nebo tzv. měkké (soft) metody. Tyto přístupy mají
své výhody, neboť je pomocí nich možné odhadovat jak ukazatele dílčích vlastností
spolehlivosti, tak odhadovat stav studovaného systému.

Výsledky aplikací navrhovaných přístupů a modelů s využitím provozních
dat ukazují, že doba dosažení soft-poruchy, která představuje počátek potenciálu
vzniku hard-poruchy, je vhodným bodem pro posunutí počátku intervalu pre-
ventivní údržby. Konkrétní numerické výsledky jsou uvedeny v publikovaných
článcích. Nicméně lze již nyní konstatovat, že v rámci modifikace by intervaly
preventivní údržby, řízení provozu, vstupy pro krizové řízení a havarijní plánování
mohly být prodloužen minimálně o desítky procent a uspořeny by mohly být stovky
tisíc ne-li miliony. Tato skutečnost se praxi významně projevuje v

� nákladech životního cyklu a speciálně nákladech na provoz a údržbu tech-
niky,

� optimalizaci provozu techniky,

� přípravě personálu – obsluhy, technického personálu podpory i manage-
mentu,

� plánování a odhadech splnění zadání (mission).
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